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DOUBLE EXPONENTIAL SMOOTHING AND TIME WINDOW 
METHODS FOR PREDICTIVE LAN MONITORING: ANALYSIS, 

COMPARISON AND APPLICATION
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Abstract. This article focuses on the study of predictive monitoring methods for 
Local Area Networks (LANs), emphasizing the comparative analysis and practical 
application of Double Exponential Smoothing (DES) and Windowed Time Series 
(WTC) methods. The research aims to identify the most effective approach to 
predicting LAN failures through a detailed analysis of their key characteristics, 
including principles of operation, advantages, limitations, and application areas. 
The study highlights the importance of adapting these methods to specific network 
operating conditions, which is a critical factor in improving forecast accuracy and 
ensuring the stability of LAN operations.

DES and WTC were chosen for their distinct advantages: DES, as a time series 
analysis method, demonstrates high efficiency in long-term trend forecasting, while 
WTC provides deeper insights into local changes and short-term anomalies. The 
comparative analysis revealed their strengths and weaknesses, as well as optimal 
parameters for enhancing their effectiveness. The article offers recommendations 
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for implementing these approaches in real-world network environments, enabling 
early detection of potential faults and minimizing downtime.

Additionally, the research addresses the integration of predictive methods into 
existing LAN monitoring systems, including their potential combination with 
modern machine learning tools. This integration enables flexible solutions that can 
be tailored to various operational scenarios and organizational needs.

The findings of this study are particularly relevant for organizations aiming 
to modernize their network infrastructure and transition to proactive network 
management. Such approaches not only enhance reliability but also improve cost 
efficiency by optimizing maintenance and preventing unplanned outages. This 
work contributes to the advancement of predictive analysis technologies and 
demonstrates their practical value in the context of LAN operations.

Keywords: Local Area Networks (LANs); predictive monitoring; Double 
Exponential Smoothing (DES); Windowed Time Series (WTC); anomaly detection; 
trend forecasting; network reliability; network analytics; failure prediction; fault 
detection.
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Аннотация. Бұл мақалада жергілікті есептеу желілерін (LAN) болжау 
мониторингі әдістерін зерттеуге баса назар аударылып, екі әдісті – қос 
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экспоненциалды тегістеу (DES) және уақыттық терезелер әдісін (WTC) 
салыстыру мен практикалық қолдану қарастырылады. Зерттеу мақсаты 
– LAN ақауларын болжау үшін ең тиімді тәсілді анықтау, олардың негізгі 
сипаттамаларын, соның ішінде жұмыс істеу қағидаттарын, артықшылықтары 
мен шектеулерін және қолдану салаларын егжей-тегжейлі талдау. Зерттеу осы 
әдістерді желінің нақты жұмыс жағдайларына бейімдеудің болжау дәлдігін 
арттыру және желінің тұрақтылығын қамтамасыз етудегі маңыздылығын 
көрсетеді.

DES және WTC әдістері өз ерекшеліктерімен таңдалған: DES уақыттық 
қатарларды талдау әдісі ретінде ұзақ мерзімді үрдістерді болжауда жоғары 
тиімділікті көрсетеді, ал WTC қысқа мерзімді ауытқулар мен жергілікті 
өзгерістерді терең талдауды қамтамасыз етеді. Салыстырмалы талдау олардың 
артықшылықтары мен кемшіліктерін, сондай-ақ тиімділікті арттырудың 
оңтайлы параметрлерін анықтауға мүмкіндік берді. Мақалада осы тәсілдерді 
нақты желілік ортада іске асыру бойынша ұсыныстар беріледі, бұл әлеуетті 
ақауларды ерте анықтауға және тоқтап қалуды азайтуға ықпал етеді.

Сонымен қатар, зерттеуде болжау әдістерін заманауи машиналық оқыту 
құралдарымен біріктіру мүмкіндіктерін қоса отырып, қолданыстағы 
LAN мониторинг жүйелеріне интеграциялау мәселелері қарастырылады. 
Бұл шешімдерді әртүрлі операциялық сценарийлерге және ұйымның 
қажеттіліктеріне бейімдеуге мүмкіндік береді.

Зерттеу нәтижелері желілік инфрақұрылымды жаңғыртуды және желілерді 
проактивті басқаруға көшуді мақсат еткен ұйымдар үшін өте маңызды. 
Мұндай тәсілдер жүйенің сенімділігін арттырып қана қоймай, техникалық 
қызмет көрсетуді оңтайландыру және жоспардан тыс тоқтап қалулардың 
алдын алу арқылы экономикалық тиімділікті жақсартады. Осылайша, бұл 
жұмыс болжау талдау технологияларын дамытуға үлес қосып, олардың 
практикалық құндылығын көрсетеді.
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Аннотация. Данная статья посвящена исследованию методов 
предиктивного мониторинга локальных вычислительных сетей (ЛВС), с 
акцентом на сравнительный анализ и практическое применение методов 
двойного экспоненциального сглаживания (DES) и временных окон (WTC). 
Предметом исследования является поиск наиболее эффективного подхода 
к прогнозированию отказов в ЛВС путем детального анализа их ключевых 
характеристик, таких как принципы работы, преимущества, недостатки и 
сферы применения. В статье подчеркивается важность адаптации этих методов 
к специфическим условиям эксплуатации сети, что является ключевым 
аспектом повышения точности прогнозов и обеспечения стабильности 
работы ЛВС.

Методы DES и WTC были выбраны не случайно: DES, как метод 
анализа временных рядов, демонстрирует высокую эффективность в 
прогнозировании долгосрочных трендов, в то время как WTC обеспечивает 
более глубокий анализ локальных изменений и краткосрочных аномалий. 
Проведенный сравнительный анализ позволил выявить их сильные и слабые 
стороны, а также оптимальные параметры для повышения эффективности. 
В статье представлены рекомендации по внедрению данных подходов в 
реальные условия работы сетей, что способствует раннему обнаружению 
потенциальных неисправностей и минимизации простоев.

Кроме того, исследование уделяет внимание вопросам интеграции 
предиктивных методов в существующие системы мониторинга ЛВС, включая 
возможности их использования в сочетании с современными инструментами 
машинного обучения. Это позволяет предложить гибкие решения, которые 
могут быть адаптированы под различные эксплуатационные сценарии и 
потребности организаций.

Выводы исследования являются актуальными для организаций, 
заинтересованных в модернизации своей сетевой инфраструктуры и переходе 
к проактивному управлению сетями. Такие подходы повышают не только 
надежность, но и экономическую эффективность за счет оптимизации 
обслуживания и предотвращения внеплановых простоев. Таким образом, 
работа вносит вклад в развитие технологий предиктивного анализа и 
демонстрирует их практическую ценность.
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Введение. Локальные вычислительные сети (ЛВС) занимают важное место 
в современных информационных системах, обеспечивая надежную передачу 
данных и поддержку критически важных бизнес-процессов. В условиях 
растущей зависимости от сетевых технологий, обеспечение бесперебойного 
функционирования ЛВС становится приоритетной задачей для организаций 
различных масштабов. Одним из ключевых аспектов повышения надежности 
сетей является внедрение предиктивных систем мониторинга, способных 
своевременно обнаруживать потенциальные поломки и сбои.

Предиктивный мониторинг, опирающийся на анализ исторических данных 
и текущих показателей, предоставляет возможности для предсказания 
неисправностей до их возникновения. Среди разнообразных методов 
анализа временных рядов особое внимание уделяется методам двойного 
экспоненциального сглаживания и временных окон. Эти методы широко 
применяются для выявления аномалий и прогнозирования трендов в данных 
ЛВС, демонстрируя высокую эффективность в различных сценариях.

Целью настоящей статьи является проведение сравнительного анализа 
методов двойного экспоненциального сглаживания и временных окон в 
контексте предиктивного мониторинга ЛВС и выбора наилучшего для 
дальнейшего применения в разработке предиктивной системы ЛВС. В рамках 
исследования будут рассмотрены основные принципы функционирования 
каждого метода, их преимущества и недостатки, а также результаты 
применения в различных условиях. Полученные данные позволят сделать 
выводы о целесообразности использования каждого метода для предсказания 
поломок в ЛВС и будет выбрана наиболее подходящая для дальнейшего 
исследования.

Материалы и методы:
1.1	 Предиктивные системы
Понятие прогнозирования не имеет универсального или формального 

определения, но в большинстве контекстов его можно понимать, как объявление 
или догадку о будущем событии, основанную на текущих и прошлых знаниях 
или опыте. Основной аспект будущего – его неопределённость; таким образом, 
любое решение, предложенное для проблемы прогнозирования, никогда не 
будет совершенно точным, а будет представлять собой приближение наиболее 
вероятного исхода. Кроме того, краткосрочные прогнозы, как правило, более 
достижимы, чем долгосрочные.

Для создания прогнозных моделей необходимо наличие исторических 
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данных для анализа и обучения модели. Характер этих данных будет 
различаться в зависимости от конкретной области применения, и, 
следовательно, прогнозируемая цель также будет разнообразной. В медицине 
прогнозы могут помогать специалистам в диагностике (Chen, et al, 2017) 
или в оценке рисков, связанных с определенными лечениями (Weng, 
et al, 2017). Прогностические возможности машинного обучения были 
использованы в экономической сфере для оценки доходов от рекламных 
инвестиций или для моделирования возникающих экономических динамик 
(Athey, 2018). Различные геологические исследования использовали 
прогнозирование в попытках предвидеть землетрясения (Asim, et al, 2017; 
Kong, et al, 2019). В областях, более тесно связанных с информационными 
технологиями, машинное обучение использовалось для прогнозирования 
сбоев в телекоммуникационных инфраструктурах (Sasisekharan, et al, 1996), 
выявления дефектов в программном обеспечении (Challagulla, et al, 2008), 
прогнозирования сетевых и памятных сбоев в суперкомпьютерах (Liang, et 
al, 2006, June) или обнаружения мошенничества в веб-платежах (Lima, et al, 
2015). Ещё одной обычной проблемой, как правило, связанной с последней 
областью, является прогнозирование сбоев.

Прогнозирование сбоев сосредоточено на разработке моделей, которые 
могут предвидеть неисправность или поломку в компонентах программного 
или аппаратного обеспечения. На основе всестороннего изучения 
существующей литературы, Salfner и др. (Salfner, et al, 2010) разъясняют три 
ключевых понятия в этой области:

1)	 сбой: это относится к событию, которое происходит, когда 
предоставленная услуга отклоняется от правильной или ожидаемой услуги;

2)	 ошибка: она составляет часть общего состояния системы, которая 
может вызвать её последующий сбой в обслуживании;

3)	 дефект: они считаются или предполагаются как истоки ошибки, 
представляя собой фундаментальную причину самой ошибки.

Существует множество исследований по прогнозированию сбоев в 
различных областях, включая прогнозирование сбоев жёстких дисков 
(Hamerly, et al, 2001), сбоев суперкомпьютеров (Pelaez, et al, M. 2014, 
December), сбоев аппаратных компонентов (Chigurupati, et al, 2016), сбоев 
телекоммуникационных систем (Weiss, 2002) и сбоев распределённых систем 
(Shatnawi, et al, 2015).

В контексте распределённых систем прогнозирование обычно 
основывается на данных, собранных путём мониторинга сети системы. Эти 
мониторинговые данные обычно включают отчёты об ошибках, события 
мониторинга или даже события обнаружения сбоев. Прогнозисты используют 
эту информацию для выявления шаблонов активности, которые предвещают 
сбои (Weiss, et al, 1998; Agarwal, et al, 2009; Borkowski, et al, 2019).
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1.2	 Метод двойного экспоненциального сглаживания и временных 
окон.

Метод двойного экспоненциального сглаживания (DES) (Gardner, 
1998; Gardner, 2006), также известный как метод Холта, был разработан для 
улучшения прогнозирования временных рядов, учитывающих тренды. Этот 
метод является расширением простого экспоненциального сглаживания, 
которое справляется только с временными рядами без тренда. Развитие 
метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, 
включая военные и коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее 
использования двух уравнений для обновления оценки уровня и тренда 
временного ряда. Эти уравнения можно выразить следующим образом:

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

			   (1.1a)

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

			   (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) 
алгоритма Двойного Экспоненциального Сглаживания (DES). Описание этой 
формулы следующее:

1.	

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 – Этот термин представляет оценочный компонент тренда 
временного ряда на момент времени t. Это результат этой части формулы, 
указывающий на сглаженную оценку тренда на текущем временном шаге.

2.	 a: Это параметр сглаживания для компонента тренда. Это значение 
между 0 и 1, которое определяет, сколько веса отдаётся наиболее недавнему 
наблюдению в временном ряду. Большее значение a придаёт больше веса 
недавним изменениям в тренде, делая алгоритм более чувствительным к 
новым трендам.

3.	

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 Этот термин является оценочным уровневым компонентом 
временного ряда на момент времени t, полученным из первого уравнения 
алгоритма DES. Он представляет сглаженную оценку значения серии на 
текущем временном шаге.

4.	 (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она 
дополняет параметр сглаживания a так, что сумма весов составляет 1. Это 
обеспечивает учёт всего диапазона прошлых данных с акцентом на наиболее 
последний тренд.

5.	

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

: Это оценочный компонент тренда с предыдущего временного 
шага. Он переносит ранее оценённый тренд в текущий расчёт, обеспечивая 
непрерывность в оценке тренда.

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 и 

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 используются для расчёта прогнозируемого значения 

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 на 
момент времени t+T согласно уравнениям (1.1a)-(1.1c)
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1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

		  (1.2a)

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

			   (1.2b)

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 		  (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки 
уровня 

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 и тренда 

1.2 Метод двойного экспоненциального сглаживания и временных окон.
Метод двойного экспоненциального сглаживания (DES) (Gardner Jr, E. S., 198; 

Gardner Jr, E. S., 2006), также известный как метод Холта, был разработан для улучшения 
прогнозирования временных рядов, учитывающих тренды. Этот метод является расширением 
простого экспоненциального сглаживания, которое справляется только с временными рядами без 
тренда. Развитие метода двойного экспоненциального сглаживания сыграло важную роль в 
управлении запасами и планировании производства в различных отраслях, включая военные и 
коммерческие применения.

Метод двойного экспоненциального сглаживания основывается на идее использования 
двух уравнений для обновления оценки уровня и тренда временного ряда. Эти уравнения можно 
выразить следующим образом:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

(1) (1.1a)

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) = 𝑎𝑎𝑎𝑎𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) (1.1b)

Формула 1.1b представляет второй компонент (компонент тренда) алгоритма Двойного 
Экспоненциального Сглаживания (DES). Описание этой формулы следующее:

1. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) – Этот термин представляет оценочный компонент тренда временного ряда на 

момент времени t. Это результат этой части формулы, указывающий на сглаженную оценку 
тренда на текущем временном шаге.

2. a: Это параметр сглаживания для компонента тренда. Это значение между 0 и 1, 
которое определяет, сколько веса отдаётся наиболее недавнему наблюдению в временном ряду. 
Большее значение a придаёт больше веса недавним изменениям в тренде, делая алгоритм более 
чувствительным к новым трендам.

3. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1): Этот термин является оценочным уровневым компонентом временного ряда на 

момент времени t, полученным из первого уравнения алгоритма DES. Он представляет 
сглаженную оценку значения серии на текущем временном шаге.

4. (1− a): Эта часть формулы придаёт вес предыдущей оценке тренда. Она дополняет 
параметр сглаживания a так, что сумма весов составляет 1. Это обеспечивает учёт всего диапазона 
прошлых данных с акцентом на наиболее последний тренд.

5. 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
(2) : Это оценочный компонент тренда с предыдущего временного шага. Он 

переносит ранее оценённый тренд в текущий расчёт, обеспечивая непрерывность в оценке тренда.
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(1) и 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) используются для расчёта прогнозируемого значения 𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 на момент времени 

t+T согласно уравнениям (1.1a)-(1.1c)

𝑌𝑌𝑌𝑌�𝑡𝑡𝑡𝑡+𝑇𝑇𝑇𝑇 = 𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 + 𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 ∗ 𝑇𝑇𝑇𝑇 (1.2a)

𝑎𝑎𝑎𝑎𝑡𝑡𝑡𝑡 = 2𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2) (1.2b)

𝑏𝑏𝑏𝑏𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
1−𝑎𝑎𝑎𝑎

(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

(2)) (1.2c)

В этом уравнении at рассчитывается с использованием текущей оценки уровня 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(1) и 

тренда 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡
(2) на момент времени t. Эта формула корректирует уровневый компонент, учитывая 

текущий тренд.
bt является компонентом тренда на момент времени t. Он рассчитывается как функция 

разницы между уровневым и трендовым компонентами, масштабируемая сглаживающим 
параметром a. Эта формула фиксирует скорость изменения уровневого компонента, что является 
индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности учитывать 
различные характеристики временных рядов, такие как наличие или отсутствие тренда и 
сезонности, а также аддитивные или мультипликативные изменения. Правильный выбор метода 

 на момент времени t. Эта формула корректирует 
уровневый компонент, учитывая текущий тренд.

bt является компонентом тренда на момент времени t. Он рассчитывается 
как функция разницы между уровневым и трендовым компонентами, мас
штабируемая сглаживающим параметром a. Эта формула фиксирует скорость 
изменения уровневого компонента, что является индикатором тренда.

Есть также и вариации уравнений для различных методов экспоненциального 
сглаживания. Различия между этими методами заключаются в их способности 
учитывать различные характеристики временных рядов, такие как наличие или 
отсутствие тренда и сезонности, а также аддитивные или мультипликативные 
изменения. Правильный выбор метода зависит от структуры временного ряда 
и целей прогнозирования. Использование правильного метода позволяет 
получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы 
в которых можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:
Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Форма коррекции ошибок:

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Прогнозирование количества 
поломок на основе стабиль-
ных данных о предыдущих 
поломках. 
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа по-
ломок в небольших стабиль-
ных сетях. 
Анализ данных о поломках 
в сегментах сети без значи-
тельных изменений в экс-
плуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Форма коррекции ошибок: 

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок. 
Анализ данных с постоянным 
увеличением или 
уменьшением числа поломок.

Прогнозирование роста чис-
ла поломок в сети с увели-
чивающимся трафиком. 
Анализ уменьшения числа 
поломок в сети после об-
новления оборудования или 
ПО.

Мультипликативный тренд 
(M-N)
Рекурсивная форма:

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Прогнозирование числа 
поломок с экспоненциальным 
ростом или спадом.

Прогнозирование поломок 
в сети с экспоненциально 
растущей нагрузкой.
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зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Форма коррекции ошибок: 

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Анализ данных о поломках 
в сетях, где поломки воз-
растают экспоненциально с 
ростом нагрузки.

Аддитивная сезонность 
(N-A)
Рекурсивная форма:

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Форма коррекции ошибок: 

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями. 
Анализ данных, где сезонные 
колебания числа поломок 
имеют фиксированную 
амплитуду.

Прогнозирование числа 
поломок в сети, где пик по-
ломок приходится на опре-
деленные периоды (напри-
мер, перед квартальными 
отчетами). 
Анализ данных о поломках 
в периоды максимальной ак-
тивности пользователей.

Мультипликативная 
сезонность (N-M)
Рекурсивная форма:

зависит от структуры временного ряда и целей прогнозирования. Использование правильного 
метода позволяет получить более точные прогнозы и лучше понять динамику данных. Ниже 
представлены уравнения метода двойного экспоненциального сглаживания:

В приведенной ниже таблице описаны формулы методов DES b процессы в которых 
можно потенциально применить для предиктивной системы ЛВС:

Таблица 1: примеры методов DES и их применения в предиктивной системе ЛВС:

Методы DES и их формулы Задачи Примеры применения
Без тренда и сезонности (N-N)
Рекурсивная форма: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование количества 
поломок на основе 
стабильных данных о 
предыдущих поломках.
Анализ временных рядов без 
явных трендов и сезонных 
колебаний.

Прогнозирование числа поломок в 
небольших стабильных сетях.
Анализ данных о поломках в 
сегментах сети без значительных 
изменений в эксплуатации.

Аддитивный тренд (A-N)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 + (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡  

Прогнозирование числа 
поломок с учетом линейного 
увеличения или уменьшения 
поломок.
Анализ данных с 
постоянным увеличением 
или уменьшением числа 
поломок.

Прогнозирование роста числа 
поломок в сети с увеличивающимся 
трафиком.
Анализ уменьшения числа поломок в 
сети после обновления оборудования 
или ПО.

Мультипликативный тренд (M-N)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝑎𝑎𝑎𝑎)(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)

𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝛽𝛽𝛽𝛽(𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1) + (1 − 𝛽𝛽𝛽𝛽)𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1
Форма коррекции ошибок: 
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = (𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1)(1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡)
𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡 = 𝑇𝑇𝑇𝑇𝑡𝑡𝑡𝑡−1 + 𝛽𝛽𝛽𝛽𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Прогнозирование числа 
поломок с 
экспоненциальным ростом 
или спадом.
Анализ данных, где 
изменения числа поломок 
пропорциональны текущему 
уровню поломок.

Прогнозирование поломок в сети с 
экспоненциально растущей 
нагрузкой.
Анализ данных о поломках в сетях, 
где поломки возрастают 
экспоненциально с ростом нагрузки.

Аддитивная сезонность (N-A)
Рекурсивная форма:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑎𝑎𝑎𝑎�𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝� + (1 − 𝑎𝑎𝑎𝑎)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾(𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡 − 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡) + (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝
Форма коррекции ошибок: 

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡 

Прогнозирование числа 
поломок с аддитивными 
сезонными колебаниями.
Анализ данных, где 
сезонные колебания числа 
поломок имеют 
фиксированную амплитуду.

Прогнозирование числа поломок в 
сети, где пик поломок приходится на 
определенные периоды (например, 
перед квартальными отчетами).
Анализ данных о поломках в 
периоды максимальной активности 
пользователей.

Мультипликативная сезонность (N-
M)
Рекурсивная форма:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝛼𝛼𝛼𝛼
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

+ (1 − 𝛼𝛼𝛼𝛼)𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝛾𝛾𝛾𝛾
𝑌𝑌𝑌𝑌𝑡𝑡𝑡𝑡
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡

+ (1 − 𝛾𝛾𝛾𝛾)𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝

Форма коррекции ошибок:

Прогнозирование числа 
поломок с 
мультипликативными 
сезонными колебаниями.
Анализ данных, где 
амплитуда сезонных 
колебаний числа поломок 
зависит от уровня поломок.

Прогнозирование числа поломок в 
сетях, где сезонные колебания 
увеличиваются с ростом нагрузки 
(например, во время сезонных 
распродаж или других крупных 
мероприятий).
Анализ данных о поломках в сетях с 
изменяющимся уровнем сезонных 
нагрузок.

Форма коррекции ошибок:
𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.

Прогнозирование числа поло-
мок с мультипликативными 
сезонными колебаниями. 
Анализ данных, где амплиту-
да сезонных колебаний числа 
поломок зависит от уровня 
поломок.

Прогнозирование числа по-
ломок в сетях, где сезонные 
колебания увеличиваются с 
ростом нагрузки (например, 
во время сезонных распро-
даж или других крупных 
мероприятий). 
Анализ данных о поломках 
в сетях с изменяющимся 
уровнем сезонных нагрузок.

Метод временных окон (Window-based Time Series Feature Extraction, 
WTC) (Lewin, et al, 1994; Katircioglu-Öztürk, et al, 2017) представляет собой 
мощный инструмент для анализа временных рядов, особенно полезный 
в контексте плотных и крупных наборов данных. Этот метод позволяет 
выделять важные локальные признаки временного ряда и использовать их 
для классификации и прогноза.

Основные этапы метода WTC
1.	 Предобработка данных: Регистрация временных рядов заключается 

в выравнивании временных серий по фиксированному и известному 
положению, например, моменту времени, когда ожидается определенное 
событие. Это позволяет унифицировать временные ряды и облегчить их 
дальнейший анализ.

2.	 Определение локальных временных окон: Временные ряды делятся 
на неперекрывающиеся и смежные временные окна фиксированной длины. 
Этот шаг помогает выделить локальные особенности временных рядов.

3.	 Оценка сходства на основе расстояния: Вычисляется евклидово 
расстояние между экземплярами временного ряда и средней временной 
серией для каждого окна. Это расстояние используется для оценки сходства 
временных рядов.
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4.	 Оценка сходства на основе траекторий: Используются 
доверительные интервалы для средней временной серии, чтобы определить 
траектории сходства. Это помогает учитывать вариации внутри класса и 
улучшить точность модели.

Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по 

временной серии с фиксированным шагом. Для каждого положения окна 
вычисляются статистики или выполняется анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и 
увеличивается, включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на 
неперекрывающиеся окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в 
зависимости от характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:
Методы временных окон и их формулы Задачи Примеры применения
Скользящее окно (Sliding Window)
Для временного ряда X={

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.

} 
и окно длиной w:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.

где t=1,2,…,n-w+1.
Пример расчета средней:

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.

Обнаружение 
краткосрочных 
аномалий в данных. 
Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование тра-
фика в сети: Анализ кра-
ткосрочных изменений и 
всплесков трафика. Мо-
ниторинг производитель-
ности серверов: Обна-
ружение краткосрочных 
аномалий и перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда X={

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.

}

𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡 = 𝑆𝑆𝑆𝑆𝑡𝑡𝑡𝑡−1 + 𝛼𝛼𝛼𝛼𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡 = 𝐼𝐼𝐼𝐼𝑡𝑡𝑡𝑡−𝑝𝑝𝑝𝑝 + 𝛾𝛾𝛾𝛾𝑒𝑒𝑒𝑒𝑡𝑡𝑡𝑡

Метод временных окон (Window-based Time Series Feature Extraction, WTC) (Lewin, D. 
R., & Harmaty, Y., 1994; Katircioglu-Öztürk, D., Güvenir, H. A., Ravens, U., & Baykal, N., 2017) 
представляет собой мощный инструмент для анализа временных рядов, особенно полезный в 
контексте плотных и крупных наборов данных. Этот метод позволяет выделять важные локальные 
признаки временного ряда и использовать их для классификации и прогноза.

Основные этапы метода WTC
1. Предобработка данных: Регистрация временных рядов заключается в выравнивании 

временных серий по фиксированному и известному положению, например, моменту 
времени, когда ожидается определенное событие. Это позволяет унифицировать 
временные ряды и облегчить их дальнейший анализ.

2. Определение локальных временных окон: Временные ряды делятся на 
неперекрывающиеся и смежные временные окна фиксированной длины. Этот шаг 
помогает выделить локальные особенности временных рядов.

3. Оценка сходства на основе расстояния: Вычисляется евклидово расстояние между 
экземплярами временного ряда и средней временной серией для каждого окна. Это 
расстояние используется для оценки сходства временных рядов.

4. Оценка сходства на основе траекторий: Используются доверительные интервалы для 
средней временной серии, чтобы определить траектории сходства. Это помогает учитывать 
вариации внутри класса и улучшить точность модели.
Как и в методе DES, WTC имеет несколько методов под различные задачи:
Скользящее окно (Sliding Window): Скользящее окно перемещается по временной серии с 

фиксированным шагом. Для каждого положения окна вычисляются статистики или выполняется 
анализ.

Увеличивающееся окно (Expanding Window): начинает с начальной длины и увеличивается, 
включая все больше данных.

Покрывающее окно (Covering Window): временной ряд делится на неперекрывающиеся 
окна фиксированной длины.

Адаптивное окно (Adaptive Window): изменяет свою длину и положение в зависимости от 
характеристик временного ряда.

Таблица 2: примеры методов WTC и их применения в предиктивной системе ЛВС:

Методы временных окон и их 
формулы

Задачи Примеры применения

Скользящее окно (Sliding Window)
Для временного ряда
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤−1}
где t=1,2,…,n- 𝑤𝑤𝑤𝑤+1.
Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑤𝑤𝑤𝑤
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

1

𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Обнаружение 
краткосрочных аномалий в 
данных. Прогнозирование 
временных рядов с 
высоким уровнем 
динамики.

Прогнозирование трафика в сети: Анализ 
краткосрочных изменений и всплесков 
трафика. Мониторинг 
производительности серверов: 
Обнаружение краткосрочных аномалий и 
перегрузок.

Увеличивающееся окно (Expanding 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛}
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡}
где t=1,2,…,n.
Пример расчета средней:

Анализ трендов и 
долгосрочных 
зависимостей. Построение 
кумулятивных метрик и 
обобщающих 
характеристик временных 
рядов.

Анализ долговременных трендов в 
данных о поломках ЛВС. 
Прогнозирование финансовых 
показателей на основе всей доступной 
истории данных.где t=1,2,…,n.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

 

Анализ трендов и 
долгосрочных зави-
симостей. Постро-
ение кумулятивных 
метрик и обобщаю-
щих характеристик 
временных рядов.

Анализ долговремен-
ных трендов в данных о 
поломках ЛВС. Прогно-
зирование финансовых 
показателей на основе 
всей доступной истории 
данных.

Покрывающее окно (Covering Window)
Для временного ряда X={

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

} 
и окно длиной w:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

где k=1,2,…,

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

 

Обнаружение 
сезонных паттернов 
и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение 
сезонных колебаний 
в использовании 
сети. Анализ 
потребления ресурсов 
в сети с циклическими 
паттернами.
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Адаптивное окно (Adaptive Window)
Для временного ряда X={

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

} 
длина окно  wt и положение окна t 
изменяются в зависимости от условий:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

где t и wt выбираются в зависимости от 
текущего состоя ряда (например, диспер-
сии, средних значеий и т.д.).
Пример адаптивное окно на основе 
дисперсии:
Пусть 

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

 дисперсия на интервале 
{

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

}

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

где 

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

Длина окно wt может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

где С – константа, 

𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� =
1
𝑡𝑡𝑡𝑡
�𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑡𝑡𝑡𝑡1

𝑖𝑖𝑖𝑖=1

Покрывающее окно (Covering 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} и окно длиной w:
𝑊𝑊𝑊𝑊𝑘𝑘𝑘𝑘={𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1, 𝑥𝑥𝑥𝑥(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+2, . . . , 𝑥𝑥𝑥𝑥𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤}
где k=1,2,…,�𝑛𝑛𝑛𝑛

𝑤𝑤𝑤𝑤
�.

Пример расчета средней:

𝑋𝑋𝑋𝑋𝑘𝑘𝑘𝑘���� =
1
𝑤𝑤𝑤𝑤

� 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖

𝑘𝑘𝑘𝑘𝑤𝑤𝑤𝑤

𝑖𝑖𝑖𝑖=(𝑘𝑘𝑘𝑘−1)𝑤𝑤𝑤𝑤+1

Обнаружение сезонных 
паттернов и циклических 
изменений. Анализ 
временных рядов с 
повторяющимися 
структурами.

Обнаружение сезонных колебаний в 
использовании сети. Анализ потребления 
ресурсов в сети с циклическими 
паттернами.

Адаптивное окно (Adaptive 
Window)
Для временного ряда 
X={𝑥𝑥𝑥𝑥1, 𝑥𝑥𝑥𝑥2, . . . , 𝑥𝑥𝑥𝑥𝑛𝑛𝑛𝑛} длина окно  𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 и 
положение окна t изменяются в 
зависимости от условий:
𝑊𝑊𝑊𝑊𝑡𝑡𝑡𝑡={𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}
где t и 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 выбираются в зависимости 
от текущего состоя ряда (например, 
дисперсии, средних значеий и т.д.).

Пример адаптивное окно на основе 
дисперсии:
Пусть  𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 дисперсия на интервале 
{𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡 , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+1, . . . , 𝑥𝑥𝑥𝑥𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1}

𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2 =
1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

� (𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡���)2 
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1

𝑖𝑖𝑖𝑖=1

где 𝑋𝑋𝑋𝑋𝑡𝑡𝑡𝑡��� = 1
𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡

 ∑  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖.
𝑡𝑡𝑡𝑡+𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡−1
𝑖𝑖𝑖𝑖=𝑡𝑡𝑡𝑡

Длина окно 𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 может адаптироваться 
в зависимости от уровня дисперсии, 
например:

𝑤𝑤𝑤𝑤𝑡𝑡𝑡𝑡 = 𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 ,𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 �𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,
𝐶𝐶𝐶𝐶
𝜎𝜎𝜎𝜎𝑡𝑡𝑡𝑡2
��

где С – константа, 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑎𝑎𝑎𝑎𝑚𝑚𝑚𝑚 и 𝑤𝑤𝑤𝑤𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 –
максимальная и минимальная длина 
окна

Обнаружение резких 
изменений и переходов в 
данных. Анализ временных 
рядов с нерегулярными и 
случайными изменениями.

Обнаружение резких изменений в 
трафике сети, связанных с атаками или 
неисправностями. Анализ данных о 
поломках, где временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния системы путём 

наблюдения за её состоянием в течение определенного периода времени, называемого временным 
окном (Akidau, T., Chernyak, S., & Lax, R., 2018). Временное окно характеризуется своей 
продолжительностью. Эта продолжительность обычно измеряется во времени (например, 5 минут, 

 – 
максимальная и минимальная длина окна

Обнаружение 
резких изменений 
и переходов в 
данных. Анализ 
временных рядов 
с нерегулярными 
и случайными 
изменениями.

Обнаружение резких 
изменений в трафике 
сети, связанных с атаками 
или неисправностями. 
Анализ данных 
о поломках, где 
временные ряды имеют 
нерегулярные изменения.

1.3 Сравнение методов
Методология оконных данных относится к процессу захвата состояния 

системы путём наблюдения за её состоянием в течение определенного 
периода времени, называемого временным окном (Akidau, T., Chernyak, S., & 
Lax, R., 2018). Временное окно характеризуется своей продолжительностью. 
Эта продолжительность обычно измеряется во времени (например, 5 минут, 
1 час или 1 раз в день). В некоторых случаях, когда данные представлены в 
виде дискретных событий, длина или вместимость окна может измеряться 
в количестве образцов (Gwadera, R., Atallah, M. J., & Szpankowski, W., 2005) 
(например, последние сто произошедших событий в системе мониторинга 
или последние двадцать образцов, полученных датчиком).

Данные, собранные во временном интервале, объединяются и 
представляются в виде численных переменных. Тип агрегации, который 
применяется, зависит от проблемы. В некоторых случаях это может быть 
подсчёт событий, скользящая средняя или другие специфические для области 
типы агрегации. В задачах прогнозирования окно, с помощью которого 
формируется вход моделей, известно, как «окно наблюдения». В этих 
ситуациях необходимо определить окно, которое определяет время действия 
прогноза или вывода. Это второе окно называется окном прогноза или 
временем прогноза (Salfner, F., Lenk, M., & Malek, M., 2010).
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В онлайн-прогнозировании сбоев текущий момент обозначается как t. 
Сбои прогнозируются с некоторым запасом времени tl, который должен 
быть больше минимального времени предупреждения tw. Прогноз считается 
действительным в течение определенного периода времени, называемого 
периодом прогноза, tp. Для осуществления прогноза используются данные 
вплоть до временного горизонта td, который называется размером окна данных 
(рисунок 1.1) (Salfner, F., Lenk, M., & Malek, M., 2010).

1 час или 1 раз в день). В некоторых случаях, когда данные представлены в виде дискретных 
событий, длина или вместимость окна может измеряться в количестве образцов (Gwadera, R., 
Atallah, M. J., & Szpankowski, W., 2005) (например, последние сто произошедших событий в 
системе мониторинга или последние двадцать образцов, полученных датчиком).

Данные, собранные во временном интервале, объединяются и представляются в виде 
численных переменных. Тип агрегации, который применяется, зависит от проблемы. В некоторых 
случаях это может быть подсчёт событий, скользящая средняя или другие специфические для 
области типы агрегации. В задачах прогнозирования окно, с помощью которого формируется вход 
моделей, известно, как «окно наблюдения». В этих ситуациях необходимо определить окно, 
которое определяет время действия прогноза или вывода. Это второе окно называется окном 
прогноза или временем прогноза (Salfner, F., Lenk, M., & Malek, M., 2010).

В онлайн-прогнозировании сбоев текущий момент обозначается как t. Сбои 
прогнозируются с некоторым запасом времени tl, который должен быть больше минимального 
времени предупреждения tw. Прогноз считается действительным в течение определенного периода 
времени, называемого периодом прогноза, tp. Для осуществления прогноза используются данные 
вплоть до временного горизонта td, который называется размером окна данных (рисунок 1.1) 
(Salfner, F., Lenk, M., & Malek, M., 2010).

Рисунок 1.1 – Схема онлайн-прогноза

Окно наблюдения играет ключевую роль в способности модели изучать систему для 
определения выходных данных. Размер (длина) окна указывает на количество информации, 
которое оно может содержать, и напрямую связано с характером данных, который может 
варьироваться от секунд (Sahoo, R. K., Oliner, A. J., Rish, I., Gupta, M., Moreira, J. E., Ma, S., ... & 
Sivasubramaniam, A., 2003, August) до часов 26 (Fu, S., & Xu, C. Z., 2007, November) и даже
дней (Li, J., Stones, R. J., Wang, G., Liu, X., Li, Z., & Xu, M., 2017). Выявление оптимального 
размера для каждого проекта является нерешённым вопросом в научной литературе, хотя было 
предложено различные методы. В некоторых случаях авторы сами выбирают размер окна без 
обсуждения его влияния (Chuah, E., Jhumka, A., Narasimhamurthy, S., Hammond, J., Browne, J. C., & 
Barth, B., 2013, September)). Другие используют поиск по сетке для изучения влияния длины окна 
на производительность модели (Fulp, E. W., Fink, G. A., & Haack, J. N., 2008); Li, J., Ji, X., Jia, Y.,
Zhu, B., Wang, G., Li, Z., & Liu, X., 2014, June). Также применяются более сложные методы, такие 
как использование генетического алгоритма для определения оптимального размера окна, как 
показано в исследованиях Вайса и др. в нескольких статьях (Weiss, G., 2002; Weiss, G. M., 1999, 
July; Weiss, G. M., & Hirsh, H., 2000, July).

Что касается размера окна прогнозирования, он меняется в зависимости от изучаемой 
проблемы и может варьироваться от минут до дней или больше. Прогнозы, связанные с отказами 
жёстких дисков или компонентов аппаратного обеспечения, могут иметь окна в несколько часов 
(Chuah, E., Jhumka, A., Narasimhamurthy, S., Hammond, J., Browne, J. C., & Barth, B., 2013, 
September; Yang, W., Hu, D., Liu, Y., Wang, S., & Jiang, T., 2015, September), в то время как 
прогнозы, связанные с обнаружением вторжений в облачных системах, могут потребовать окно в 
минутах (Kholidy, H. A., Erradi, A., Abdelwahed, S., Yousof, A. M., & Ali, H. A., 2014, November).
Иногда окно может быть определено количеством использований, а не временным измерением, 
как в прогнозах, связанных с физическими компонентами (Dangut, M. D., Skaf, Z., & Jennions, I. K., 
2021). В (Yu, L., Zheng, Z., Lan, Z., & Coghlan, S., 2011, June) был предложен альтернативный 
подход, известный как прогнозирование на основе событий (в отличие от традиционного оконного 
прогнозирования). Этот метод устраняет окно прогнозирования, подтверждая прогнозы в один 
момент времени, который отделяется от окна наблюдения временем, называемым время набега.

Рисунок 1.1 – Схема онлайн-прогноза

Окно наблюдения играет ключевую роль в способности модели изучать 
систему для определения выходных данных. Размер (длина) окна указывает на 
количество информации, которое оно может содержать, и напрямую связано 
с характером данных, который может варьироваться от секунд (Sahoo, R. K., 
Oliner, A. J., Rish, I., Gupta, M., Moreira, J. E., Ma, S., ... & Sivasubramaniam, A., 
2003, August) до часов 26	 (Fu, S., & Xu, C. Z., 2007, November) и даже 
дней (Li, J., Stones, R. J., Wang, G., Liu, X., Li, Z., & Xu, M., 2017). Выявление 
оптимального размера для каждого проекта является нерешённым вопросом 
в научной литературе, хотя было предложено различные методы. В некоторых 
случаях авторы сами выбирают размер окна без обсуждения его влияния 
(Chuah, E., Jhumka, A., Narasimhamurthy, S., Hammond, J., Browne, J. C., & 
Barth, B., 2013, September)). Другие используют поиск по сетке для изучения 
влияния длины окна на производительность модели (Fulp, E. W., Fink, G. A., & 
Haack, J. N., 2008); Li, J., Ji, X., Jia, Y., Zhu, B., Wang, G., Li, Z., & Liu, X., 2014, 
June). Также применяются более сложные методы, такие как использование 
генетического алгоритма для определения оптимального размера окна, как 
показано в исследованиях Вайса и др. в нескольких статьях (Weiss, G., 2002; 
Weiss, G. M., 1999, July; Weiss, G. M., & Hirsh, H., 2000, July).

Что касается размера окна прогнозирования, он меняется в зависимости 
от изучаемой проблемы и может варьироваться от минут до дней или больше. 
Прогнозы, связанные с отказами жёстких дисков или компонентов аппаратного 
обеспечения, могут иметь окна в несколько часов (Chuah, E., Jhumka, A., 
Narasimhamurthy, S., Hammond, J., Browne, J. C., & Barth, B., 2013, September; 
Yang, W., Hu, D., Liu, Y., Wang, S., & Jiang, T., 2015, September), в то время 
как прогнозы, связанные с обнаружением вторжений в облачных системах, 
могут потребовать окно в минутах (Kholidy, H. A., Erradi, A., Abdelwahed, 
S., Yousof, A. M., & Ali, H. A., 2014, November). Иногда окно может быть 
определено количеством использований, а не временным измерением, как в 
прогнозах, связанных с физическими компонентами (Dangut, M. D., Skaf, Z., 
& Jennions, I. K., 2021). В (Yu, L., Zheng, Z., Lan, Z., & Coghlan, S., 2011, June) 
был предложен альтернативный подход, известный как прогнозирование на 
основе событий (в отличие от традиционного оконного прогнозирования). 
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Этот метод устраняет окно прогнозирования, подтверждая прогнозы в 
один момент времени, который отделяется от окна наблюдения временем, 
называемым время набега.

Другим методом прогнозирования во временном промежутке является 
метод двойного экспоненциального сглаживания (Double Exponential 
Smoothing (DES)), широко применяемый в анализе временных рядов. 
Данный метод разработан для более точного прогнозирования данных, 
содержащих как уровни (или базовые значения), так и тренды. Этот метод 
является расширением простого экспоненциального сглаживания и особенно 
эффективен в случаях, когда данные демонстрируют трендовую сос
тавляющую. Это может включать прогнозирование продаж, погоды, финан
совых индикаторов и, в вашем случае, отказов оборудования в системах ЛВС.

Примером использования этого метода можно указать результаты 
исследования (Wang, Z., Zhang, M., Wang, D., Song, C., Liu, M., Li, J., ... & 
Liu, Z., 2017) где группа исследователей смогли комбинировать метод 
DES с алгоритмом МО, использующим метод опорных векторов. В этом 
исследовании особое внимание уделяется моделям, учитывающим риски 
в оптических сетях, и исследуется, как спрогнозировать риск отказа 
оборудования. Результаты экспериментов показали среднюю точность 
прогнозирования состояния отказа оптического оборудования 95%.

Другие исследования также изучали эффективность использования метода 
DES в различных контекстах прогнозирования. Например, в ислледовании 
(Wiyanti, W., 2023) оценивается эффективность экспоненциального сглаживания 
для прогнозирования данных временных рядов с тенденциями и несезонными 
характеристиками, обнаружив, что методы экспоненциального сглаживания 
эффективны для таких данных. В другом исследовании (Shabir, F., Abdullah, 
A. I., & Nur, S. A. A., 2022, December) применяется двойное экспоненциальное 
сглаживание для прогнозирования факторов окружающей среды, таких как 
осадки и температура. В работе (Yousuf, M. U., Al‐Bahadly, I., & Avci, E., 
2022) исследователи представили гибридную модель, основанную на двойном 
экспоненциальном сглаживании, для прогнозирования скорости ветра, 
подчёркивающий преимущества этой модели по сравнению с традиционными 
моделями МО. Также метод DES применялся в исследовании (Sabarina, A. M., 
Rustamaji, H. C., & Himawan, H., 2021) для прогнозирования продаж лекарств.

Если сравнить эти два метода, метод оконных данных и метод двойного 
экспоненциального сглаживания, можно выделить преимущества и 
недостатки каждого из методов (таблица 1.3).

Таблица 1.3 – Сравнение методов оконных данных и двойного экспоненциального 
сглаживания
Сравне-
ние Метод оконных данных Метод двойного экспоненциального 

сглаживания (DES)
Преиму-
щества

Сосредоточенность на последних 
тенденциях: Сосредоточив внимание 
на последних данных, использование 
метода оконных данных может сделать 
модель более чувствительной к недав-
ним изменениям и аномалиям.

Осведомлённость о тенденциях: DES эф-
фективно фиксирует как уровень, так и 
тенденцию данных, что может иметь ре-
шающее значение для прогнозирования 
сбоев, которые возникают постепенно
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Гибкость: размер окна можно регули-
ровать, чтобы сбалансировать акту-
альность и объём рассматриваемых 
данных.

Эффект сглаживания: сглаживает 
краткосрочные колебания, что может 
быть полезно для уменьшения шума в 
прогнозе.

Уменьшенная сложность: анализ мень-
шего набора данных может снизить 
сложность вычислений и повысить 
скорость обработки.

Использует более полный набор данных 
для создания более обоснованных 
прогнозов.

Недо-
статки

Потеря исторического контекста. 
Сосредоточение внимания на меньшем 
окне данных может привести к потере 
важных исторических тенденций и 
закономерностей.

Задержка реакции: DES может не реаги-
ровать быстро на внезапные изменения 
или аномалии, поскольку по своей сути 
он сглаживает недавние наблюдения. Но 
этот недостаток можно нивелировать, 
используя другие алгоритмы МО парал-
лельно с DES.

Чувствительность параметра: 
Выбор размера окна может 
существенно повлиять на 
производительность модели.

Допущение линейности: DES предпола-
гает линейный тренд, который не всегда 
подходит для сложных, нелинейных за-
кономер ностей в данных об отказах

Подводя итог сравнения двух методов, хочется заметить, что, если характер 
сбоев в коммутаторах локальной сети демонстрирует чёткую тенденцию с 
течением времени, DES может оказаться более подходящим. Однако, если 
сбои более резкие или недавние данные более указывают на будущие сбои, 
оконное управление может быть лучше.

Что касается вычислительных ресурсов то для крупномасштабных сетей 
вычислительная эффективность WTC может быть более практичной. Однако 
это требует дальнейших исследований, так-как тот же метод DES совместно с 
другими алгоритмами МО могут дать не менее эффективный результат. 

После анализа множества работ проведенной в разделе «Материалы и 
методы», а также учитывая особенности исследуемого объекта, описанных в 
работе авторов (Rzayeva, L., Myrzatay, A., Abitova, G., Sarinova, A., Kulniyazova, 
K., Saoud, B., & Shayea, I., 2023), был выбран метод DES как более приемлемый 
метод для решения поставленных задач при формировании предиктивной 
системы. Более подробно об использовании метода DES совместно с другими 
алгоритмами МО описаны в других работах авторов (Rzayeva, L., Myrzatay, 
A., Abitova, G., Sarinova, A., Kulniyazova, K., Saoud, B., & Shayea, I., 2023; 
Myrzatay, A., Rzayeva, L., Bandini, S., Shayea, I., Saoud, B., Çolak, I., & Kayisli, 
K., 2024).

3. Результаты и обсуждение: Примение метода DES в прогностической 
модели:

Как говорилось в разделах «Материалы и методы», а также, как 
описывалось в других работах авторов (Rzayeva, L., Myrzatay, A., Abitova, 
G., Sarinova, A., Kulniyazova, K., Saoud, B., & Shayea, I., 2023; Myrzatay, A., 
Rzayeva, L., Bandini, S., Shayea, I., Saoud, B., Çolak, I., & Kayisli, K., 2024), 
для прогнозирования тренда параметров (Myrzatay, A., Rzayeva, L., Bandini, 
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используя другие алгоритмы МО 
параллельно с DES.

Чувствительность параметра:
Выбор размера окна может 
существенно повлиять на 
производительность модели.

Допущение линейности: DES 
предполагает линейный тренд, 
который не всегда подходит для 
сложных, нелинейных закономер 
ностей в данных об отказах

Подводя итог сравнения двух методов, хочется заметить, что, если характер сбоев в 
коммутаторах локальной сети демонстрирует чёткую тенденцию с течением времени, DES может 
оказаться более подходящим. Однако, если сбои более резкие или недавние данные более 
указывают на будущие сбои, оконное управление может быть лучше.

Что касается вычислительных ресурсов то для крупномасштабных сетей вычислительная 
эффективность WTC может быть более практичной. Однако это требует дальнейших 
исследований, так-как тот же метод DES совместно с другими алгоритмами МО могут дать не 
менее эффективный результат. 

После анализа множества работ проведенной в разделе «Материалы и методы», а также 
учитывая особенности исследуемого объекта, описанных в работе авторов (Rzayeva, L., Myrzatay, 
A., Abitova, G., Sarinova, A., Kulniyazova, K., Saoud, B., & Shayea, I., 2023), был выбран метод DES
как более приемлемый метод для решения поставленных задач при формировании предиктивной 
системы. Более подробно об использовании метода DES совместно с другими алгоритмами МО 
описаны в других работах авторов (Rzayeva, L., Myrzatay, A., Abitova, G., Sarinova, A., Kulniyazova, 
K., Saoud, B., & Shayea, I., 2023; Myrzatay, A., Rzayeva, L., Bandini, S., Shayea, I., Saoud, B., Çolak,
I., & Kayisli, K., 2024).

3. Результаты и обсуждение: Примение метода DES в прогностической модели:
Как говорилось в разделах «Материалы и методы», а также, как описывалось в других 

работах авторов (Rzayeva, L., Myrzatay, A., Abitova, G., Sarinova, A., Kulniyazova, K., Saoud, B., & 
Shayea, I., 2023; Myrzatay, A., Rzayeva, L., Bandini, S., Shayea, I., Saoud, B., Çolak, I., & Kayisli, K., 
2024), для прогнозирования тренда параметров (Myrzatay, A., Rzayeva, L., Bandini, S., Shayea, I., 
Saoud, B., Çolak, I., & Kayisli, K., 2024) данных на момент (𝑌𝑌𝑌𝑌�𝑇𝑇𝑇𝑇+1) был применён метод двойного 
экспоненциального сглаживания. Результаты прогноза тренда были следующими: при попытке 
выявить тренд параметра «Temperature» (рисунок 3.1), метод DES показал, что разность значений 
между предсказанными и наблюдаемыми значениями не велик, и колеблется от 1(min) до 10 
(max)значений. Красная линия показывает сглаженный тренд, который отражает общее 
направление и динамику изменений температуры. Из графика видно, что модель DES эффективно 
выявляет основные тенденции в данных, позволяя лучше понять общее направление изменений 
температуры. Средний абсолютный процент ошибок (MAPE) равен примерно 5.25%. Это 
указывает на то, что в среднем предсказания отклоняются от фактических значений на 5.25%.

Средний абсолютный процент ошибок (MAPE) измеряет относительную точность модели 
и рассчитывается как среднее абсолютных процентов ошибок по всем наблюдениям и 
высчитывается следующим образом: 

𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀 = 100%
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где n − это количество наблюдений;
𝑦𝑦𝑦𝑦𝑖𝑖𝑖𝑖 − фактические значения;
𝑦𝑦𝑦𝑦�𝑖𝑖𝑖𝑖 – предсказанные значения.
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используя другие алгоритмы МО 
параллельно с DES.

Чувствительность параметра:
Выбор размера окна может 
существенно повлиять на 
производительность модели.

Допущение линейности: DES 
предполагает линейный тренд, 
который не всегда подходит для 
сложных, нелинейных закономер 
ностей в данных об отказах

Подводя итог сравнения двух методов, хочется заметить, что, если характер сбоев в 
коммутаторах локальной сети демонстрирует чёткую тенденцию с течением времени, DES может 
оказаться более подходящим. Однако, если сбои более резкие или недавние данные более 
указывают на будущие сбои, оконное управление может быть лучше.

Что касается вычислительных ресурсов то для крупномасштабных сетей вычислительная 
эффективность WTC может быть более практичной. Однако это требует дальнейших 
исследований, так-как тот же метод DES совместно с другими алгоритмами МО могут дать не 
менее эффективный результат. 

После анализа множества работ проведенной в разделе «Материалы и методы», а также 
учитывая особенности исследуемого объекта, описанных в работе авторов (Rzayeva, L., Myrzatay, 
A., Abitova, G., Sarinova, A., Kulniyazova, K., Saoud, B., & Shayea, I., 2023), был выбран метод DES
как более приемлемый метод для решения поставленных задач при формировании предиктивной 
системы. Более подробно об использовании метода DES совместно с другими алгоритмами МО 
описаны в других работах авторов (Rzayeva, L., Myrzatay, A., Abitova, G., Sarinova, A., Kulniyazova, 
K., Saoud, B., & Shayea, I., 2023; Myrzatay, A., Rzayeva, L., Bandini, S., Shayea, I., Saoud, B., Çolak,
I., & Kayisli, K., 2024).

3. Результаты и обсуждение: Примение метода DES в прогностической модели:
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выявить тренд параметра «Temperature» (рисунок 3.1), метод DES показал, что разность значений 
между предсказанными и наблюдаемыми значениями не велик, и колеблется от 1(min) до 10 
(max)значений. Красная линия показывает сглаженный тренд, который отражает общее 
направление и динамику изменений температуры. Из графика видно, что модель DES эффективно 
выявляет основные тенденции в данных, позволяя лучше понять общее направление изменений 
температуры. Средний абсолютный процент ошибок (MAPE) равен примерно 5.25%. Это 
указывает на то, что в среднем предсказания отклоняются от фактических значений на 5.25%.
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Рисунок 3.1 – Прогноз показателей параметра «Тemperature» методом DES

RMSE, или Среднеквадратичная ошибка (Root Mean Square Error), измеряет среднее 
значение квадратов ошибок, то есть разности между предсказанными значениями модели и 
фактическими значениями данных и его формула (3.2):

𝑅𝑅𝑅𝑅𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀 = �1
𝑛𝑛𝑛𝑛
∑ (𝑦𝑦𝑦𝑦𝑖𝑖𝑖𝑖 − 𝑦𝑦𝑦𝑦�𝑖𝑖𝑖𝑖)2𝑛𝑛𝑛𝑛
𝑖𝑖𝑖𝑖=1 (3.2)

В данном случае, показатель RMSE приблизительно равна 2.56. Это говорит о том, что в 
среднем предсказания данной модели отклоняются от фактических значений на 2.56 единицы 
температуры, что является очень неплохим результатом в данном случае.

Далее DES был применён на параметр «CPU Load» для годичной записи (365 записей), и 
как показывает график, DES успешно справляется с прогнозированием трендов этого параметра 
(рисунок 3.2). Среднеквадратичная ошибка (RMSE) в данном случае в среднем, отклоняются от 
фактических значений на 0.2486 единицы. Средний абсолютный процент ошибок (MAPE) равен 
1.1490%. Другими словами, метод DES для параметра «CPU Load» показывал очень неплохие 
результаты.

Рисунок 3.1 – Прогноз показателей параметра «Тemperature» методом DES

RMSE, или Среднеквадратичная ошибка (Root Mean Square Error), измеряет 
среднее значение квадратов ошибок, то есть разности между предсказанными 
значениями модели и фактическими значениями данных и его формула (3.2):
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Далее представлены результаты применения метода DES на параметры «Traffic index» и 
«Response time index» на рисунках 3.3 и 3.4 соответственно.

Рисунок 3.3 – Прогноз показателей параметра «Traffic index» методом DES.
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Рисунок 3.4 – Прогноз показателей параметра «Response time index» методом DES

Заключение:
Как видно из представленных (рисунки 3.1, 3.2, 3.3, 3.4) визуализации работы двойного 

экспоненциального сглаживания по каждому из приведённых в пример параметров, при плавном 
изменении параметров, результат прогнозирования имеет высокую точность. Однако, при резком 
изменении показателей, точность данных на короткое время снижается. Основной причиной этого 
является недостаточное количество точек данных, из-за чего алгоритм не может гладко 
соответствовать изменениям. Тем не менее, DES все же демонстрирует высокую точность 
предсказаний. А показатели MAPE и RMSE для этих параметров были не столь высоки, что 
свидетельствует о том, что модель в целом хорошо справляется с прогнозированием, хотя и с 
некоторыми отклонениями от фактических значений. В других работах авторов (Rzayeva, et al,
2023; Myrzatay, et al, 2024) метод DES комбинировался с алгоритмами МО для классификации 
поломок, и согласно итогам тех работ, комбинированный метод на основе DES получился в 
высокой степени точным и быстродейственным.  
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